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	Glowworm swarm optimisation: a new method for optimising multi-modal functions
	Оптимизация на основе скопления светлячков: новый метод оптимизации многомодальных функций

	Abstract: This paper presents an exposition of a new method of swarm intelligence based algorithm for optimising multi-modal functions. The main objective of using this method is to ensure capture of all local maxima of the function. 
The application of this method is in the area of multiple signal source location or identification of odour sources and hazardous spills. 
The method is based upon a dynamic decision domain for each agent in the swarm that decides its direction of movement by the strength of the signal picked up from its neighbours. 
This is somewhat similar to the luciferin induced glow of a glowworm which is used to attract mates or prey. The brighter the glow more is the attraction. 
The method is memory-less and gradient free and does not require the knowledge of any global information. Moreover, the method is amenable to robotic implementation. 
Several illustrative examples are given to show the effectiveness of the method in comparison to existing swarm intelligence algorithms.
	Настоящая статья призвана представить на рассмотрение новый алгоритм на базе концепции роевого интеллекта предназначенный для оптимизации многомодальных функций. Главная задача рассматриваемого метода состоит в обеспечении гарантии захвата всех локальных максимумов функции. 
Области применения метода включают в себя определение множественных позиций источников сигнала, идентификацию источников аромата и утечек различных опасных веществ. 
Предлагаемый метод основывается на динамической области принятия решений каждого агента внутри скопления, который определяет персональное направление движения посредством мощности сигнала, полученного от его соседей. 
Отчасти данная концепция аналогична внутреннему свечению насекомого светлячка, порождаемому наличием пигмента класса люциферин и используемому в целях привлечения добычи или особи противоположного пола. Чем ярче свечение, тем выше его привлекательность. 
Предлагаемый метод обходится без запоминания, а также не требует вычисления производных и знания какой-либо глобальной информации. При этом данный метод применим в рамках работы с прикладными роботами. 
Настоящая статья сопровождается некоторыми примерами призванными продемонстрировать эффективность метода в сравнении с существующими алгоритмами роевого интеллекта.
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	1 Introduction
	1 Введение 

	Multimodal function optimisation generally focuses on algorithms to find either a local optimum or the global optimum while avoiding local optima. 
However, there is another class of optimisation problems which have the objective of finding multiple optima with either equal or unequal function values. 
The knowledge of multiple optima has three principal advantages:
	Оптимизация многомодальных функций в большинстве своем сосредотачивается на алгоритмах используемых в целях нахождения локального оптимума или же глобального оптимума, избегая при этом оптимумов локальных. 
Однако в контексте общей проблематики оптимизации существует класс задач имеющих своей целью обнаружение множественных оптимумов при равных или неравных значениях функции. 
Со своей стороны знание множественных оптимумов обладает тремя принципиальными преимуществами:

	· The likelihood of finding the global optimum is increased.
· An alternative solution can be selected when dynamic nature of constraints in the search space makes a previous optimum solution infeasible to implement.

· An insight can be gained into the nature of the function landscape.
	· Возрастает вероятность обнаружения глобального оптимума.
· В ситуации, когда динамическая природа ограничений в области поиска делает предыдущее оптимальное решение неосуществимым, может быть выбрано альтернативное решение.

· Внезапное появление решения способно усиливать природу ландшафта функции.

	One of the domains that requires identification of multiple optima includes the learning of useful financial decision knowledge from examples, where identifying relevant knowledge and useful intermediate concepts is important. 
In stock markets where parameters influencing the price of stocks are constantly changing, the pay-off function is a multimodal dynamic landscape. 
Investment solutions that were not optimal at one time could potentially become optimal at a later time. In such a landscape, maintaining a set of possible investment strategies is useful and necessary. 
Another example is to identify a set of diverse rules that together can be used as the basis for a classifier. 
Real world applications of multimodal function optimisation include identification of multiple signal sources like sound, heat, light and leaks in pressurised systems, hazardous plumes/aerosols resulting from nuclear/chemical spills, fire-origins in forest fires, deep-sea hydrothermal vent plumes, hazardous chemical discharge in water bodies, oil spills, etc. 
Signals such as sound, light and other electromagnetic radiations propagate in the form of a wave. Therefore, the nominal source profile that spreads in the environment can be represented as a multimodal function and hence, the problem of localising their respective origins can be modelled as optimisation of multimodal functions. 
Multi-modality in search and optimization problems gives rise to several attractors and thereby presents a challenge to any optimisation algorithm in terms of finding global optimum solutions.

However, the problem is compounded when multiple (global and local) optima are sought.
	Некоторые сферы деятельности, требующие идентификации множественных оптимумов, предполагают изучение на примерах знания, касающегося принятия финансовых решений. В подобных областях крайне важной является идентификация соответствующего релевантного знания и полезных промежуточных решений. 
На фондовых площадках, где параметры, влияющие на стоимость акций, подвержены постоянным колебаниям, платежная функция соответствует многомодальному динамическому ландшафту. 
Инвестиционные решения, которые не были оптимальны на определенном временном отрезке, способны стать таковыми в более позднее время. В подобном контексте поддержание множества возможных инвестиционных стратегий крайне полезно и необходимо. 
Другим примером может являться идентификация множества разнородных правил, которые совместно могут использоваться в качестве базовой основы для классификатора. 
Прикладное применение оптимизации многомодальных функций также включает в себя идентификацию множественных источников сигналов, таких как звук, тепло, свет, утечки в герметичных системах, опасные радиоактивные выбросы вследствие ядерных/химических аварий и катастроф, очаги возгорания при лесных пожарах, глубоководные гидротермальные газовые вентиляционные каналы, химические загрязнения водоемов, нефтяные пятна  и т.д. 
Сигналы, такие как звук, свет и другие электромагнитные излучения распространяются в виде волн. Вследствие этого контур номинального источника, развертывающийся в среде, может быть представлен в виде многомодальной функции и, как следствие, задача локализации соответствующих исходных точек может быть сведена к оптимизации данной функций. 
Многомодальность в задачах поиска и оптимизации затрагивает множество различных аспектов и таким образом бросает вызов любому алгоритму оптимизации в его способности обнаружения глобальных оптимальных решений. 
Однако задача усложняется, когда речь идет об обнаружении множественного (глобального или локального) оптимума.

	In this paper, we introduce glowworm swarm optimisation (GSO), a new method of swarm intelligence based algorithm for optimising multi-modal functions. 
The main objective of using this method is to ensure capture of all local maxima of the function. 
The significant difference between GSO and earlier approaches to multimodal function optimisation problems is the dynamic decision domain used by agents in the swarm to effectively locate multiple peaks. 
Each agent in the swarm uses the decision domain to select its neighbours and decides its direction of movement by the strength of the signal picked up from them. This is somewhat similar to the luciferin induced glow of a glowworm which is used to attract mates or prey. The brighter the glow, the more is the attraction. 
Therefore, we use the glowworm metaphor to represent the underlying principles of our optimisation approach. 
Consequently, the agents in GSO are thought of as glowworms that encode the objective function values at their current locations into a luciferin value and broadcast the same within their neighbourhood. 
The glowworm depends on its dynamic decision domain, which is bounded above by a circular sensor range, to identify its neighbours and compute its movements.
Each glowworm selects a neighbour that has a luciferin value more than its own, using a probabilistic mechanism and moves toward it. That is, they are attracted to neighbours that glow brighter. 
These movements that are based only on local information enable the swarm of glowworms to partition into disjoint subgroups that converge to multiple optima of a given multimodal function.
	В настоящей статье мы представляем метод оптимизации, основанный на скоплении светлячков (GSO), в качестве нового алгоритма роевого интеллекта предназначенного для оптимизации многомодальных функций. 
Основная идея применения данного метода состоит в обеспечении гарантии захвата всех локальных максимумов функции. 
Существенным отличием между GSO и более ранними подходами к проблематике оптимизации многомодальных функций является динамическая область принятия решений, используемая агентами роя (или скопления) для более эффективного определения множественных максимумов. 
Каждый агент использует область принятия решений в целях выбора соседей и определяет направление движения исходя из мощности сигнала, полученного от них. Данная концепция аналогична внутреннему свечению насекомого светлячка, которое он использует в целях привлечения добычи или особи противоположного пола. Чем ярче свечение, тем выше его привлекательность. 
Вследствие этого для описания основополагающих принципов разработанной методики оптимизации мы используем образ светлячка. 
Таким образом, агенты GSO "рассуждают" как светлячки, которые кодируют значения целевой функции в своем текущем местоположении в значение внутреннего свечения и ретранслируют данное значение в пределах прилежащей окрестности. 
При идентификации соседей и расчете персонального движения светлячок находится в зависимости от своей динамической области принятия решений, ограниченной круговым диапазоном действия датчика. 
Каждый светлячок выбирает соседа имеющего больший показатель свечения, нежели его собственный, используя вероятностный механизм, и движется по направлению к нему. Таким образом, светлячки привлекаются более "яркими" соседями. 
Данные передвижения, базирующиеся исключительно на локальной информации, допускают разделение скопления (или роя) светлячков на несвязные подгруппы, сходящиеся ко множественным оптимумам рассматриваемой многомодальной функции.

	The paper is organised as follows. Related work on multimodal function optimization is presented in Section 2. 
The GSO algorithm is briefly described in Section 3. Evolution of GSO from its initial to current version is described in Section 4. The working of GSO is illustrated through examples in Section 5. 
A summary of results from numerical experiments on several benchmark multimodal functions is presented in Section 6. A comparison between GSO and PSO is provided in Section 7. 
A summarised description of the performance of GSO in the presence of noise, theoretical foundations and real world applications of GSO is presented in Section 8. Conclusions are given in Section 9.
	Статья организована следующим образом. В Разделе 2 представлен обзор публикаций касающихся проблематики оптимизации многомодальных функций. 
В Разделе 3 кратко описывается алгоритм GSO. Раздел 4 призван продемонстрировать эволюцию GSO от первоначальной версии до настоящего момента. Показательные примеры функционирования GSO проиллюстрированы в Разделе 5. 
Общие результаты числовых экспериментов на некоторых тестовых многомодальных функциях представлены в Разделе 6. Сравнение GSO и PSO следует в Разделе 7. 
Итоговое описание производительности GSO в присутствии шума, теоретические принципы и основы, а также прикладное применение GSO представлены в Разделе 8. Заключение статьи следует в Разделе 9.

	2 Multimodal function optimisation
	2 Оптимизация многомодальных функций

	Population-based approaches are particularly suited to solving multimodal function optimisation problems and could be broadly divided into two categories: evolutionary computation (EC) techniques that are based on evolutionary mechanisms encountered in natural selection and swarm intelligence (SI) methods. 
Seeking multiple optima by maintaining population diversity has received some attention in the domain of genetic algorithms (GAs) and particle swarm optimisation (PSO) algorithms.
	Популяционно-основанные методики вычислений в большей степени применимы при решении задач оптимизации многомодальных функций и могут быть разделены на две категории: методики эволюционных вычислений (ЭВ), основанные на эволюционных механизмах естественного отбора, и методы роевого интеллекта (SI). 
Обнаружение множественных оптимумов путем поддержания многообразия популяции получило некоторую долю внимания в сфере генетических алгоритмов (ГА) и алгоритмов скопления частиц (PSO).

	Traditional GAs can successfully identify the best rule (optimum) in the domain, but are incapable of maintaining rules of secondary importance. 
Several niche-preserving techniques have been proposed that allow a GA to identify multiple optima of a multimodal function. 
The niche metaphor is inspired from nature where different subspaces (niches) within an environment support different types of species. 
The number of organisms contained within a niche is determined by the carrying capacity of the niche and the efficiency of each organism at exploiting niche fertility.
	Стандартные ГА способны успешно идентифицировать лучшее правило (оптимум) в контексте проблемной области, однако неспособны поддерживать правила вторичной важности. 
Вследствие данного недостатка были предложены некоторые методики сохранения экониш, позволяющие ГА идентифицировать множественные оптимумы многомодальных функций. 
Метафора экониш имеет свою производную в окружающей природе, где различные подпространства (ниши) внутри среды позволяют сохранять различные типы разновидностей. 
Число организмов содержащихся внутри экониши определяется ее потенциальной емкостью и эффективностью каждого организма при эксплуатации содержащегося в ней изобилия.

	In niching methods, each peak of a multimodal domain is thought of as a niche that can support a certain number of concepts. 
The number of individuals supported by a niche is in direct proportion to the niches carrying capacity, as measured by the niche peak’s fitness relative to other niche peaks’ fitness values present in the domain. 
As the number of individuals contained within a niche indirectly indicates the amount of computational effort the GA will spend to improve the niche, the niches are populated according to their fitness relative to the other peaks. In this manner, GAs can maintain the population diversity of its members in a multimodal domain. 
Some of the niching schemes that allow a GA to capture multiple optima of multimodal functions include sharing, clearing, deterministic and probabilistic crowding and restricted tournament selection.
	В методах, использующих экониши, каждый пик многомодальной области мыслится в качестве ниши способной поддерживать определенное количество концептуальных элементов. 
Число индивидов, поддерживаемых эконишей, прямо пропорционально ее потенциальной емкости, которая определяется максимальным значением пригодности ниши в сравнении с другими максимумами данных значений, связанными с отдельными нишами внутри данной области. 
Поскольку число индивидов содержащихся внутри экониши косвенно указывает на количество вычислительного усилия, затрачиваемого ГА для повышения ее качественных показателей, ниши заполняются согласно их пригодности относительно других максимальных значений. Таким образом, ГА имеет возможность поддерживать многообразие индивидов популяции в многомодальной области. 
Некоторые из подобных схем позволяющих ГА фиксировать множественные оптимумы многомодальных функций включают распределение, очистку, детерминированное и вероятностное скопление, а также ограниченный турнирный отбор.

	Kennedy (2000) investigated modifying the PSO algorithm with stereotyping where clustering based on particles previous position, with cluster centres substituted for individual’s or neighbour’s previous bests, forces the clusters to focus on local regions.
	Кеннеди  (2000) проводил исследования, модифицируя алгоритм PSO посредством стереотипирования. При этом кластеризация, основанная на предшествующих позициях частицы, с кластерными центрами, заменяемыми предыдущими лучшими позициями индивида или его соседа, вынуждала кластеры сосредоточиться в локальных областях.

	Brits et al. (2002) proposed a niching particle swarm optimisation (NichePSO) algorithm that locates and tracks multiple solutions simultaneously. 
In NichePSO, the notion of using subswarms to improve swarm diversity and avoid premature convergence is adapted to maintain and optimise niches in the objective function space. 
The success of the NichePSO depends on the proper initial distribution of particles throughout the search space. Particles in the main swarm do not share knowledge about the best solution and use only their own knowledge. 
If a particle’s fitness shows very little change over a small number of iterations, a niche is created with the particle and its closest topological neighbour. 
A niche radius is defined as the maximum distance between the global best particle (particle with the maximum fitness in the niche) and any other particle within the niche. 
A particle that is outside of the radius of a niche is merged into it when the particle moves into the niche, that is, when its distance to the global best particle becomes less than the niche radius. 
In this manner, population diversity is preserved in the form of different niches and each niche converges to a different optimum solution. 
The algorithm was reported to be successful at detecting global maxima and sometimes local maxima.
	Брайтс совместно с коллегами (2002) предложили алгоритм скопления частиц, основанный на эконишах (NichePSO), способный отслеживать множественные решения, одновременно определяя их местоположение. 
В NichePSO концепция использования подроев (или подскоплений) для увеличения общего многообразия и избежания преждевременной сходимости была адоптирована для целей поддержания и оптимизации экониш в пространстве целевой функции. 
При этом успех алгоритма NichePSO зависел от надлежащего начального распределения частиц по всей области поиска. Частицы в основном скоплении не делятся знаниями о лучшем решении и используют лишь собственное знание. 
Если значение приспособленности частицы демонстрирует крайне низкую возможность изменения в пределах небольшого количества итераций, создается отдельная ниша с данной частицей и ее ближайшим топологическим соседом. 
Радиус экониши определяется как максимальное расстояние между глобально-лучшей частицей (частицей с максимальной приспособленностью внутри данной ниши) и любой другой частицей в пределах экониши. 
Частица, располагающаяся за пределами радиуса экониши, включается в него при движении данной частицы по направлению к нише, то есть, когда ее отдаленность от глобально-лучшей частицы становится меньше радиуса экониши. 
Таким образом, многообразие популяции поддерживается в виде различных экониш, и каждая ниша сходится к отличному оптимальному решению. 
Как сообщалось, алгоритм был эффективен при обнаружении глобальных максимумов, а также, в некоторых случаях, максимумов локальных.

	Li (2004) proposed a species-based PSO (SPSO) that incorporates the idea of species into PSO for solving multimodal optimisation problems. 
Initially, a population of particles is generated randomly. At each iteration step, different species seeds are identified for multiple species and then used as the lbest (particle that has the best fitness among the members of the same topological neighbourhood) for different species accordingly. 
For this purpose, all the particles are evaluated and sorted in descending order of their fitness values. The particle with the best fitness is set as the initial species seed. All particles that are within a radius 
[image: image1.wmf]s
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 of the species seed’s position, along with the seed, form one species. 
The next best particle that falls outside the 
[image: image2.wmf]s

r

 range of the first seed is set as the next species seed. The above process is repeated until all the particles are checked against the species seeds. 
These multiple adaptively formed species are then used to optimise towards multiple optima in parallel, without interference across different species.
	Ли (2004) со своей стороны предложил метод оптимизации (PSO) основанный на разновидностях (SPSO), в целях решения задач многомодальной оптимизации включавший в концепцию PSO понятие разновидности. 
Изначально, популяция частиц генерируется случайным образом. На каждом шаге итерации различные первоисточники разновидностей идентифицируются в контексте многих разновидностей, после чего используются в качестве l-best (частицы, имеющей наивысшую приспособленность среди членов одной топологической окрестности) для различных разновидностей соответственно. 
С этой целью все частицы оцениваются и сортируются в порядке убывания их значений приспособленности. Частица с наивысшей приспособленностью утверждается в качестве начального источника разновидности. Все частицы находящиеся в пределах радиуса 
[image: image3.wmf]s
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 позиции первоисточника наряду с ним формируют отдельную разновидность. 
Следующая лучшая частица, выходящая за пределы диапазона 
[image: image4.wmf]s
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 первого источника, утверждается в качестве следующего первоисточника разновидности. Описанный процесс повторяется до тех пор, пока все частицы не будут сопоставлены начальным значениям разновидностей. 
После чего данные адаптивно сформированные разновидности используются в целях параллельной оптимизации ко множественным оптимумам без вмешательства со стороны других разновидностей.

	While the application of evolutionary approaches is largely limited to numerical (discrete combinatorial or continuous) optimisation problems that involve computer-based experiments, the particle-nature of individuals in swarm based optimisation algorithms enable their application to realistic collective robotics tasks, with some modifications where necessary.
	В то время как применение эволюционных методов в значительной степени ограничено проблематикой числовой (дискретной, комбинаторной или непрерывной) оптимизации вовлекающей машинные эксперименты, природа индивида как частицы в алгоритмах оптимизации основанных на концепции скоплений допускает их применение в контексте задач коллективной робототехники, при необходимости с некоторыми модификациями.

	3 Glowworm swarm optimisation
	3 Оптимизация на основе скоплений светлячков

	In GSO, physical entities/agents 
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 are considered that are initially randomly deployed 
[image: image6.wmf](

)

{

}

n

i

x

x

m

i

i

,...,

1

,

:

0

=

Â

Î

 in the objective function space 
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Each agent in the swarm decides its direction of movement by the strength of the signal picked up from its neighbours. This is somewhat similar to the luciferin induced glow of a glowworm which is used to attract mates or prey. The brighter the glow, the more is the attraction. 
Therefore, we use the glowworm metaphor to represent the underlying principles of our optimisation approach. Hereafter, we refer to the agents in GSO as glowworms. 
However, the glowworms in GSO are endowed with other behavioural mechanisms (not found in their natural counterparts) that enable them to selectively interact with their neighbours and decide their movements at each iteration. 
In natural glowworms, the brightness of a glowworm’s glow as perceived by its neighbour reduces with increase in the distance between the two glowworms. However, in GSO, we assume that luciferin value of a glowworm agent as perceived by its neighbour does not reduce due to distance.
	В GSO физические объекты/агенты 
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 изначально беспорядочным образом размещаются 
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 в пространстве целевой функции 
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Каждый агент роя определяет персональное направление движения исходя из мощности сигнала, полученного от его соседей. Как уже упоминалось, такой принцип аналогичен внутреннему свечению насекомого светлячка, порождаемому наличием пигмента класса люциферин и используемому в целях привлечения добычи или особи противоположного пола. Чем ярче свечение, тем выше его привлекательность. 
Вследствие этого, в целях описания основополагающих принципов разработанной методики оптимизации мы используем образ светлячка. В дальнейшем мы будем обращаться к агентам GSO как к светлячкам. 
Однако при этом светлячки в GSO наделены отличными поведенческими механизмами (не присущими их биологическим аналогам) которые дают им возможности выборочного взаимодействия со своими соседями и определения направления движения на каждой итерации. 
У обычных светлячков яркость свечения воспринимаемого соседом уменьшается вместе с увеличением расстояния между ними. Напротив, в GSO мы предполагаем, что показатель свечения агента-светлячка воспринимаемого его соседом не уменьшается вследствие изменения расстояния.

	Each glowworm i encodes the objective function value 
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 into a luciferin value 
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 and broadcasts the same within its neighbourhood. 
Each glowworm i regards only those incoming luciferin data as useful that are broadcast by its neighbours; the set of neighbours 
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 of glowworm i consists of those glowworms that have a relatively higher luciferin value and that are located within a dynamic decision domain whose range 
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 is bounded above by a circular sensor range 
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Each glowworm i selects a neighbour j with a probability 
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 and moves toward it. 
These movements that are based only on local information, enable the glowworms to partition into disjoint subgroups, exhibit a simultaneous taxis-behaviour toward and eventually co-locate at the multiple optima of the given objective function.
	Каждый светлячок i кодирует значение целевой функции 
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 в своем текущем местоположении 
[image: image19.wmf](

)

t

x

i

 в значение 
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, и передает указанный параметр в пределах прилежащей окрестности. 
Любой светлячок i рассматривает в качестве полезных исключительно входные данные, передаваемые его соседями; множество соседей 
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 светлячка i состоит из светлячков находящихся в пределах динамической области принятия решений, диапазон 
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 которой ограничен круговым диапазоном датчика 
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, и имеющих относительно более высокие показатели свечения. 
Каждый светлячок i выбирает соседа j с вероятностью 
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, после чего движется по направлению к нему. 
Данные передвижения, базирующиеся исключительно на локальной информации, допускают возможность разделения светлячков на несвязные подгруппы, демонстрирующие совместное поведение в отношении выбора направления движения и конечного сосредоточения во множественных оптимумах рассматриваемой целевой функции.

	The number of parameters and how much their "optimal" values are dependent on the problem have a major impact on the practical applicability of optimisation algorithms. 
A good algorithm would consist of a small number of problem-specific parameters and a set of algorithmic parameters tuned to fixed values that yield optimal performance over a wide range of problems.
	Количество параметров и то, насколько их "оптимальные" значения зависят от контекста задачи, оказывает основное влияние на практическую применимость алгоритмов оптимизации. 
Приемлемый алгоритм будет состоять из небольшого количества контекстных параметров, а также набора алгоритмических параметров с фиксированными значениями, приводящими к оптимальной производительности внутри обширного диапазона рассматриваемых задач.

	The quantities 
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 and 
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 are algorithm parameters for which appropriate values have been determined based on extensive numerical experiments and are kept fixed (Table 1). 
The neighbourhood threshold 
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 indirectly controls the number of neighbours of each glowworm by influencing the neighbourhood range at each iteration. 
Whereas a very low value of 
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 would not allow enough connectivity for interactions between glowworms, a high value of 
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 would result in their strong grouping leading to reduced diversity in the swarm. 
It was observed that a value of 
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 was sufficient to ensure that glowworms are not isolated, yet diversity is maintained between subswarms. 
The value of step-size s influences the number of iterations in which the peaks are reached by the glowworms and the precision of the solutions. The value of s was selected such that it is very less in relation to the size of the search space. 
Fixed value of 
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 resulted in similar algorithmic performance across a large variety of test functions. 
The same value of s may not be efficient for domains and ranges of objective functions whose sizes significantly differ from those of the class of functions used to test the algorithm. 
However, it can be easily scaled to account for such variations in scaling of the domains and ranges of objective functions. 
Even though all the glowworms start with the same luciferin value 
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 , their luciferin values get updated based on the objective fitness values at their initial positions before they start moving. 
Therefore, the value of 
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 can be arbitrarily selected. A value of 
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 was found to be a good choice. 
The parameter 
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 affects the rate of change of the neighbourhood range. A relatively high value of 
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 would lead to saturation resulting in the switching of the neighbourhood range between its upper and lower limits. 
Therefore, a small value of 
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 (
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) was chosen, which worked well for different test functions. 
A value 
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 renders the algorithm memoryless where the luciferin value of each glowworm depends only on the fitness value of its current position. 
However, 
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 leads to the reflection of the cumulative goodness of the path followed by the glowworms in their current luciferin values. A value of 
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 showed good performance across different test functions. 
The parameter 
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 only scales the function fitness values and the chosen value of 
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 (
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) showed good performance.
	Величины 
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, s, 
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, 
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, 
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 и 
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 являются алгоритмическими параметрами и их соответствующие значения, определенные на основе различных числовых экспериментов, являются постоянными (Таблица 1). 
Пороговая величина окрестности 
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 косвенно регулирует количество соседей каждого светлячка путем изменения радиуса окрестности на каждой итерации. 
Тогда как крайне низкое значение параметра 
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 не способно обеспечить достаточное взаимодействие между светлячками, высокое значение 
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 приводит к их чрезмерному группированию и, как следствие, снижению разнородности роя. 
Было отмечено, что значение 
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 является достаточным для гарантии того, что светлячки не будут изолированы друг от друга, при одновременном сохранении разнородности подроев. 
Значение величины шага s влияет на количество итераций, в течение которых светлячки достигают максимальных значений функции, а также на точность решения. Значение s было выбрано много меньшим размера области поиска. 
Фиксированное значение 
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 в итоге и привело к подобной производительности алгоритма, принимая во внимание большое разнообразие тестовых функций. 
Однако, аналогичное значение s, вероятно, не будет являться эффективным в контексте областей определения и диапазонов целевых функций, размерности которых в значительной мере отличаются от размерностей функций, выбранных для тестовых испытаний. 
При этом данное значение может быть легко масштабировано и приведено в соответствие с размерностями различных целевых функций. 
Даже притом, что все светлячки стартуют с одинаковыми показателями свечения 
[image: image58.wmf]0
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, данные показатели корректируются, основываясь на объективных значениях приспособленности в их начальном местоположении прежде, чем они начнут движение. 
Вследствие этого, значение 
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 может устанавливаться произвольно. Приемлемым выбором представляется значение 
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. 
Параметр 
[image: image61.wmf]b

 влияет на скорость изменения радиуса окрестности. Относительно высокое значение 
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 приводит к насыщению, выражающемуся в переключениях радиуса окрестности между его верхним и нижним пределами. 
В связи с этим, было выбрано небольшое значение 
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 (
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), приемлемое для различных тестовых функций. 
Значение 
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 определяет отсутствие в алгоритме запоминания, при этом показатель свечения каждого светлячка зависит лишь от значения пригодности его текущей позиции. 
Стоит отметить, что значение 
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 приводит к отражению совокупной полезности пути, пройденного светлячками с их текущими показателями свечения. Со своей стороны значение 
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 способствовало высокой производительности в контексте различных тестовых функции. 
Параметр 
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 масштабирует значения фитнесс-функции и его выбранная величина, равная (
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.

0

=

), показала приемлемую производительность.

	As mentioned above, the algorithmic parameters are kept fixed and are not specifically tuned for every problem. 
Thus, only n and 
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 need to be selected. A full factorial analysis is carried out in Krishnanand and Ghose (2008b) to show that the choice of these parameters has some influence on the performance of the algorithm, in terms of the total number of peaks captured.
	Как упоминалось выше, алгоритмические параметры являются постоянными и не меняют своих значений соответственно контексту задачи. 
Таким образом, определяемыми являются значения параметров n и 
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. Полно-факторный анализ проведенный в работе (Krishnanand and Ghose (2008b)) показывает, что изменение значений данных параметров имеет некоторое влияние на производительность алгоритма в терминах общего количества фиксируемых максимумов.

	3.1 Dynamic networks: special suitability for multiple source localisations
	3.1 Динамические сети: особая парадигма локализаций множественных источников

	Let 
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. If E is a set of unordered pairs, then G is said to be an undirected graph. If E is a set of ordered pairs, then G is said to be a directed graph. 
The graph G is said to be connected if it has a path between each distinct pair of vertices 
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 and 
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 where by a path (of length m) we mean a sequence of distinct edges of G of the form 
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The constraints of sensor range 
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 and adaptive decision-range 
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 that are imposed on each glowworm lead to the emergence of two different networks – an undirected communication-network 
[image: image80.wmf]c
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 and a directed decision-network 
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 – of the same set of glowworms. 
From the algorithm’s description, it is clear that agents in the GSO algorithm do not maintain fixed-neighbours during their movements, which means that existing links between neighbours may break and new links may get established between glowworm pairs. Therefore, the networks 
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 and 
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 are dynamic in nature. 
We use an illustrative example (Figure 2) in order to describe the network architecture of agents in a glowworm swarm and its special suitability for localising multiple sources. 
A group of 16 glowworms is randomly deployed in a workspace that consists of three sources placed at different locations. 
Note from Figure 2 that the graph 
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 is connected. If the glowworms use a constant local-decision domain whose range is equal to the maximum sensing range 
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, all the glowworms converge to the global peak. 
However, note that the graph 
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 is partitioned into two disjoint weakly connected components 
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 and 
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, which can be explained in the following way. 
When the glowworms use an adaptive decision-domain, the glowworms adjust their decision-domain ranges until they acquire a pre-specified number of neighbours (
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 in the example shown in Figure 2). 
This property enables each glowworm to select its neighbours in such a manner that its movements get biased toward the nearest peak. 
The above individual agent behaviour leads to a collective behaviour of agents that constitutes the automatic splitting of the whole group into disjoint subgroups where each subgroup of agents gets allocated to a nearby peak (that is a peak to which the agent-distance, averaged over the subgroup, is minimum among those distances to all the peaks in the environment). 
In Figure 2, glowworms 5, 6, 8, 9 and 10 are within the sensing-range of glowworm 7. However, glowworm 7 considers only lowworms 8 and 9 as neighbours. 
Therefore, its movements get biased toward Source 2, while it avoids moving toward glowworm 5, even though glowworm 5 has a higher luciferin value than that of itself. 
Accordingly, the subgroups of glowworms {1, 2, 3, 4, 5, 6}, {7, 8, 9, 10} and {13, 14, 15, 16} taxis toward Source 1, Source 2 and Source 3, respectively. Note that glowworms 11 and 12 may move toward either Source 2 or Source 3. 
The local-search and convergence of each subgroup to a nearby source location is achieved by the "leapfrogging" effect inherent in GSO, which is explained below.
	Пусть 
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. Если E – множество неупорядоченных парных значений, тогда G соответствует неориентированному графу. Напротив, если E – множество упорядоченных пар, G – ориентированный граф. 
Граф G считается связанным, если в нем наличествует путь между каждой отдельной парой вершин 
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, где под путем (длины m) подразумевается последовательность отдельных ребер G формы 
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Ограничения диапазона датчика 
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 и адаптивного диапазона принятия решений 
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, налагаемые на каждого светлячка, приводят к появлению двух различных сетей – неориентированной сети связи 
[image: image98.wmf]c
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 и ориентированной сети принятия решений 
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 – принадлежащих одному множеству светлячков. 
Из описания алгоритма очевидно, что агенты GSO во время движения не имеют постоянных соседей; это означает, что существующие связи между соседями могут обрываться и затем устанавливаться новые. Следовательно, сети 
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 и 
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 являются по своей природе динамическими. 
В целях описания сетевой архитектуры роя светлячков и ее контекстной применимости при локализации множественных источников, мы используем следующий наглядный пример (Рисунок 2). 
Группа из 16 светлячков случайным образом помещается в рабочую среду, состоящую из трех источников размещенных в различных локациях. 
Отметьте, что на Рисунке 2 граф 
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 является связанным. Если светлячки используют постоянную область локальных решений, диапазон которой равен максимальному радиусу обнаружения 
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, все светлячки сходятся к глобальному максимуму. 
Отметьте, однако, что граф 
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 разделен на два отдельных слабо связанных компонента, 
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 и 
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, что со своей стороны объясняется следующим образом. 
Когда светлячки используют адаптивную область принятия решений, они корректируют диапазоны персональных областей решений до обретения предопределенного числа соседей (в примере изображенном на Рисунке 2 
[image: image107.wmf]2
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). 
Данная особенность позволяет каждому светлячку осуществлять выбор соседей таким образом, что его движение начинает смещаться к ближайшему максимуму. 
Описанное индивидуальное поведение агента скопления является конструктом коллективного поведения, позволяющего автоматическое разбиение целой группы на различные подгруппы, при этом каждая подгруппа сосредотачивается в пределах ближайшего максимума (таким является максимум, по отношению к которому расстояние агента, усредненное по подгруппе, является минимальным среди всех расстояний ко всем максимумам в установленной среде). 
На Рисунке 2 светлячки 5, 6, 8, 9 и 10 находятся в пределах радиуса обнаружения светлячка 7. Однако светлячок 7 рассматривает в качестве соседей только светлячков 8 и 9. 
Поэтому, его движение смещается по направлению к Источнику 2, при одновременном уклонении от движения в направлении светлячка 5, даже притом, что светлячок 5 имеет более высокий показатель свечения. 
Таким образом, подгруппы светлячков {1, 2, 3, 4, 5, 6}, {7, 8, 9, 10} и {13, 14, 15, 16} движутся в направлении Источника 1, Источника 2 и Источника 3, соответственно. Отметьте, что светлячки 11 и 12 могут двигаться как к Источнику 2, так и к Источнику 3. 
Подобный принцип локального поиска и сходимость каждой подгруппы к местоположению ближайшего источника достигаются посредством внедренного в GSO эффекта "чехарды", рассмотрение которого следует далее по ходу статьи.

	3.2 Local search due to leapfrogging behaviour
	3.2 Локальный поиск согласно поведению по типу "чехарда"

	In GSO, a glowworm with the maximum luciferin at a particular iteration remains stationary during that iteration. 
The above property leads to a dead-lock situation when all the glowworms are located such that the peak-location lies outside the convex-hull formed by the glowworm positions. 
Since the agent movements are restricted to the interior region of the convex-hull, all the glowworms converge to a glowworm that attains maximum luciferin value during its movements within the convex-hull. 
As a result, all the glowworms get co-located (meet at a single location) away from the peak-location. However, the discrete nature of the movement-update rule automatically takes care of this problem which could be described in the following way. 
During the movement phase, each glowworm moves a distance of finite step-size s toward a neighbour. 
Hence, when a glowworm i approaches closer to a neighbour j such that the inter-agent distance becomes less than s,i leapfrogs over the position of j and becomes a leader to j. 
In the next iteration, i remains stationary and j overtakes the position of i thus, regaining its leadership. 
This process of interchanging of roles between i and j occurs repetitively giving rise to a local-search behaviour of the glowworm pair along a single ascent direction. 
A group of glowworms use the same principle to perform an improved local-search and eventually converge to the peak location. The leapfrogging behaviour of the agents in the GSO algorithm are supported by simulations results shown in Section 5.
	В GSO светлячок с максимальным собственным показателем свечения на соответствующей итерации остается неподвижным на всем отрезке данной итерации. 
Упомянутая особенность может приводить к тупиковой ситуации, когда все светлячки располагаются таким образом, что местоположение максимума находится за пределами выпуклой области, формируемой позициями светлячков. 
Поскольку передвижения агентов ограничены внутренним пространством выпуклой области, все светлячки сходятся к тому из них, который во время движения в пределах данной области приобретает максимальный показатель свечения. 
Как результат все светлячки сосредотачиваются (скапливаются в едином местоположении) вдалеке от местоположения максимума. Однако дискретная природа правила коррекции движения автоматически решает данную проблему, что со своей стороны описывается следующим образом. 
Во время фазы движения каждый светлячок перемещает расстояние конечной длины шага s по направлению к соседу. 
Затем, когда светлячок i приближается к соседу j таким образом, что расстояние между агентами становится меньше s, i перепрыгивает позицию j, становясь по отношению к нему лидером. 
На следующей итерации i остается неподвижным и j проходит позицию i, таким образом возвращая лидерство. 
Данный процесс смены ролей между i и j периодически повторяется, образуя тем самым поведение пары светлячков, формируемое в контексте локального поиска, во время их подъема в едином направлении. 
Группа светлячков использует аналогичный принцип в целях выполнения более сложного локального поиска и, в конечном итоге, сходится к местоположению максимума. Поведение по типу "чехарда" агентов алгоритма GSO подтверждается результатами моделирований, представленными в Разделе 5.

	4 Evolution of GSO
	4 Эволюция GSO

	The GSO algorithm, in its present form, has evolved out of several significant modifications incorporated into the earlier versions of the algorithm that lead to improvement in algorithmic performance from one version to the next. 
We will discuss some of the important steps in this evolution briefly in order to convey the fact that many ideas were considered in the development process before we converged upon the current GSO version.
	Алгоритм GSO в существующем виде явился следствием некоторых существенных модификаций, производимых в более ранних версиях и приводивших к постепенному увеличению производительности. 
Со своей стороны мы коротко рассмотрим некоторые важнейшие этапы данного развития, дабы тем самым продемонстрировать наличие факта детального рассмотрения множества идей в процессе разработки, до момента некоторой конечной фиксации на текущей версии GSO.

	The algorithm was first introduced in Krishnanand and Ghose (2005a). 
The equations that modelled the luciferin-update, probability distribution used to select a neighbour, movement update and local-decision range update are given below:
	В первоначальном виде данный алгоритм был представлен в работе (Krishnanand and Ghose (2005a)). 
Ниже приводятся уравнения, моделирующие корректировку параметров свечения (параметров пигмента), распределение вероятностей при выборе соседа, а также корректировку движения и обновление диапазона области локальных решений:
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	where
	где

	
[image: image112.wmf](

)

2

)

(

s

i

i

r

t

N

t

D

p

=



	is the neighbour-density of agent i at iteration t and 
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 is a constant parameter.
	плотность соседей агента i на итерации t,  и 
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 – постоянная.

	The local-decision range update rule (4) faces a problem at an instant when a glowworm i has no neighbour in its current local-decision domain range 
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 but has some neighbours within its sensor range 
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From (4), 
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, (4) gives 
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Therefore, the above kind of neighbour-distribution associated with i results in an oscillatory behaviour of the decision range, with 
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 switching between 
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 and a value closer to zero. 
Therefore, all glowworms in a neighbourhood situation as described above move only in alternative iterations slowing down the convergence of the algorithm approximately by a factor of two.
	Правило обновления диапазона области локальных решений (4) активируется в тот момент, когда светлячок i не имеет соседей в своем текущем диапазоне решений 
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, однако имеет таковых в пределах радиуса обнаружения 
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. В частности, когда светлячок i изолирован 
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Из уравнения (4) 
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. Предположим, что светлячок i обзаводится некоторым количеством соседей на итерации 
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 из уравнения (4) следует 
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Вследствие этого, вышеупомянутый способ распределения соседей связанных со светлячком i приводит к колебаниям диапазона решений, с 
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 переключающимся между значением 
[image: image134.wmf]s

r

 и значением близким к нулю. 
В описанной ситуации все светлячки перемещаются исключительно во время переменных итераций, замедляя тем самым конвергенцию алгоритма приблизительно вдвое.

	To solve the above problem, we modify the local-decision update rule in (Krishnanand and Ghose (2005b)) by forcing a nonzero lower bound on the decision range such that each glowworm improves its own chances of finding a neighbour at every instant. 
The modified update rule for 
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 is given by:
	В целях решения описанной проблемы, мы корректируем правило обновления области локальных решений, используемое в работе (Krishnanand and Ghose (2005b)), путем форсирования ненулевой нижней границы диапазона принятия решений таким образом, что каждый светлячок совершенствует собственные шансы обнаружения соседей на каждом бесконечно малом отрезке времени. 
Измененное правило обновления 
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 выглядит следующим образом:
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	where 
[image: image138.wmf]a

 represents the lower bound of the decision domain range.
	где 
[image: image139.wmf]a

 символизирует нижнюю границу диапазона области принятия решений.

	We propose a new update rule in (Krishnanand et al. (2006b)), where an explicit threshold parameter 
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 is used to control the number of neighbours at each iteration. 
We notice that there is a substantial enhancement in performance by using this rule:
	В работе (Krishnanand et al. (2006b)) нами было предложено новое правило обновления, в котором для регулировки числа соседей на каждой итерации применялся явный параметр положения 
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. 
Мы обращаем внимание на тот факт, что при использовании данного правила отмечается существенное увеличение производительности:
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	A further improvement in algorithmic performance is observed by using the present decision-range update rule, which was introduced in (Krishnanand and Ghose (2006)). 
This can be attributed to the fact that the second term (refer to the decision update rule given in the inset box of Figure 1), which either increments or decrements 
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 is proportional to the difference between the desired number of neighbours 
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	Дальнейшее увеличение производительности алгоритма наблюдалось при использовании текущего правила обновления диапазона решений, представленного в работе (Krishnanand and Ghose (2006)). 
Данное наблюдение может быть отнесено тому факту, что второй терм (см. правило обновления, приведенное на Рисунке 1) увеличивающий или уменьшающий значение 
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 пропорционален различию между желаемым числом соседей 
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 и их фактическим количеством 
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	Since actual values of luciferin (instead of differences in luciferin values as used in the current version) are used in the probability distribution formula (2), the luciferin cannot take negative values. 
This is taken care of in the luciferin update formula (1), by forcing a zero lower bound on the luciferin value. However, the algorithm does not work in regions where the objective function has negative values unless the function is shifted appropriately. 
In order to address these problems, actual luciferin values in the probability distribution formula are replaced by relative luciferin values. As a consequence, the luciferin values are allowed to take negative values. 
Therefore, the luciferin-update formula was accordingly modified to its current form where the constraint of zero lower bound on the luciferin values is removed.
	Поскольку в уравнении распределения вероятностей (2) используются фактические показатели свечения (вместо различий в данных показателях, как предполагается в текущей версии), свечение не может иметь отрицательных значений. 
Данная ситуация регулировалась формулой корректировки свечения (1), форсирующей нулевую нижнюю границу на величину свечения. Однако при этом алгоритм не способен работать в областях, где целевая функция имеет отрицательные значения, если только данная функция не смещается надлежащим образом. 
В целях решения упомянутых проблем, фактические показатели свечения в уравнении распределения вероятностей заменяются их относительными величинами. Вследствие чего, данные показатели имеют возможность принимать отрицательные значения. 
Таким образом, формула коррекции (обновления) свечения была преобразована к ее настоящему виду, в котором устранено ограничение нижней нулевой границы на величину свечения.

	5 Simulation experiments to illustrate GSO
	5 Модельные эксперименты

	Simulation experiments demonstrating the capability of GSO to capture multiple peaks of a number of benchmark multimodal functions are reported in (Krishnanand (2007)). 
Results from a set of 30 trials of each experiment show that the peak capturing behaviour of the algorithm is similar across different random initialisations. 
Here, we demonstrate the basic working of the algorithm using the Peaks function, which is obtained by translating and scaling Gaussian distributions:
	Модельные эксперименты, демонстрирующие способность GSO по захвату множественных максимумов большого количества тестовых многомодальных функций, могут быть найдены в работе [Krishnanand (2007)]. 
Результаты серий из 30 опытов в каждом из экспериментов показывают, что режим фиксации максимальных значений сохраняется при различных случайных инициализациях алгоритма. 
В настоящей статье мы демонстрируем основной принцип работы алгоритма, используя Функцию со многими максимумами, полученную путем преобразования и масштабирования Гауссовых распределений:
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	The Peaks function 
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 has multiple peaks and valleys [Figure 3(a)]. Local maxima are located at (0, 1.58), (–0.46, –0.63) and (1.28, 0) with different peak function values. 
A set of 50 glowworms are randomly deployed in a two-dimensional workspace of size 6
[image: image151.wmf]´

6 square units. 
The dynamic decision range is the key to GSO’s ability of capturing multiple peaks. 
For instance, when the decision range is kept constant at 
[image: image152.wmf]2
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 only one peak is captured; when 
[image: image153.wmf]d
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 is decreased to 1.8, two peaks are captured. 
However, when a dynamic decision range is used, all the three peaks are captured. Figure 3(b) shows the emergence of the solution when a dynamic decision range is used. 
During this simulation, a value of 
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 is chosen for each glowworm i. Note that all the peaks are detected within 200 iterations. In particular, 23, 19 and 8 glowworms get co-located at the maxima of (0, 1.58), (–0.46, –0.63) and (1.28, 0), respectively.
	Функционал 
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 имеет множественные точки максимумов и минимумов [Рисунок 3(a)]. Локальные максимумы расположены в (0, 1.58), (–0.46, –0.63) и (1.28, 0) при различных максимальных значениях функции. 
Множество, состоящее из 50 светлячков, случайным образом размещается в двумерном рабочем пространстве, размерностью 6
[image: image156.wmf]´

6 квадратов. 
Динамический диапазон принятия решений является ключевым в способности GSO фиксировать множественные максимумы. 
Например, когда диапазон решений сохраняется постоянным в значении 
[image: image157.wmf]2
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, фиксируется лишь одна вершина; при уменьшении значения 
[image: image158.wmf]d
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 до 1.8, фиксируются соответственно два максимальных значения. 
Однако при использовании динамического диапазона принятия решений становится возможной фиксация всех трех максимумов. Рисунок 3(b) иллюстрирует возникновение решения при использовании динамического диапазона. 
Во время моделирований значение 
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 устанавливалось для каждого светлячка i. Отметьте, что все максимумы обнаруживаются в пределах 200 итераций. В частности светлячки 23, 19 и 8 сосредоточились в максимумах (0, 1.58), (–0.46, –0.63) и (1.28, 0) соответственно.

	We present a summary of the results of another set of simulations that are conducted in [Krishnanand and Ghose (2008a)], in order to clearly characterise the splitting behaviour of the agent-swarm. 
We show how the same initial placement of agents gives rise to different splitting behaviours as conditioned by factors like the placements of various peaks, peak values and slope of the objective function in the vicinity of the peaks. 
We consider the 
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 function (9) for this set of experiments (Figure 4).
	В целях более детального описания поведения рассеивания агентов роя, мы приводим результаты другой серии модельных экспериментов, сопровождавших статью [Krishnanand and Ghose (2008a)]. 
Данные результаты иллюстрируют то, каким образом одинаковое начальное размещение агентов порождает различные режимы рассеивания, в свою очередь обуславливаемые факторами, такими как местоположения различных вершин, максимальные значения и наклон целевой функции вблизи данных значений. 
В предлагаемой серии экспериментов мы рассматриваем функцию 
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 (9) (Рисунок 4).
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	where, Q represents the number of peaks and 
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 represents the location of each peak. 
The function 
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 represents a linear sum of two dimensional exponential functions centred at the peak-locations. 
The constant 
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 determines how the objective function changes slope in the vicinity of the peak i. 
We keep 
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 equal for all the individual exponentials by choosing 
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 [please refer to Krishnanand and Ghose (2008a) for a detailed description of the varied set of complexities presented by this function]. 
A workspace of [–5,5]
[image: image169.wmf]´

[–5,5] and a set of ten peaks (
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) are considered for the purpose. The values of 
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 and 
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 are generated according to the following equations:
	где Q указывает на число максимумов и 
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 на местоположение каждого максимума. 
Функционал 
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 является линейной суммой двуразмерных экспоненциальных функций, центрированных в точках максимумов. 
Постоянная 
[image: image176.wmf]i
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 определяет то, каким образом целевая функция изменяет тангенс угла наклона вблизи максимума i. 
Мы сохраняем значение 
[image: image177.wmf]i

b

 одинаковым для всех отдельных показательных функций, выбирая 
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 [за более детальным описанием различных множеств комплексности рассматриваемой функции, обратитесь к (Krishnanand and Ghose (2008a))]. 
В контексте задачи рассматривается рабочее пространство размерностью [–5,5]
[image: image180.wmf]´

[–5,5] и множество, состоящее из десяти максимумов (
[image: image181.wmf]10
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). Значения 
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 и 
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 формируются согласно следующим уравнениям:
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	where, 
[image: image186.wmf]J

 is uniformly distributed within the interval [0, 1].
	где параметр 
[image: image187.wmf]J

 равномерно распределен на интервале [0,1].

	Figures 5(a) and 5(b) show the emergence of solution for each objective function when 
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 and 
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. The random initial agent placement is kept same for both the simulations. 
We observe that when the slopes of the peaks are equal, the swarm splits into subgroups according to the Voronoi-partition of the peak locations, that is, agents deployed in the Voronoi-partition of a peak location remain in the same partition, during their movements, and eventually converge to the corresponding Voronoi-centre that coincides with the peak location. 
However, a few agents located near the border region of a Voronoi-partition migrate into adjacent partitions and eventually get co-located at the respective peaks. 
Moreover, the same placement of agents, with a change in the location of the peaks, gives rise to a different partitioning of the agents. However, note that the splitting behaviour of the swarm respects the Voronoi-partition of the new set of peak locations [Figure 5(b)]. 
In the case where different slope profiles (
[image: image190.wmf]i
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) are used for the individual exponentials in the 
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 function, it was observed that the subswarms partition according to the boundary line that passes through each equi-valued contour at a point where the gradient shifts direction from one peak to the other. 
It is easy to see that the above partitioning of the regions coincides with the Voronoi-partition of the peaks when their slopes become equal.
	Рисунки 5(a) и 5(b) демонстрируют возникновение решений для каждой целевой функции при 
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; случайное начальное размещение агентов сохранялось в обоих экспериментах. 
Мы отмечаем, что когда наклоны максимумов равны, деление роя на подгруппы осуществляется согласно разбиению Вороного для областей максимумов; то есть, агенты размещались в сегменте Вороного данной области максимума, при этом оставаясь в том же сегменте во время своего движения и, в конечном итоге, сходились к соответствующему центру Вороного совпадающему с местоположением максимума. 
При этом несколько агентов, находящихся вблизи пограничного района решетки Вороного, переходили в смежные разбиения и в конечном счете располагались в соответствующих максимумах. 
Более того, аналогичное размещение агентов с изменением местоположений максимумов порождает различные модели рассеивания. Однако, отметьте, что данное поведение рассеивания роя признает перегородки Вороного для нового множества позиций максимумов [Рисунок 5(b)]. 
В случае использования различных профилей наклона (
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) для отдельных экспоненциалов функции 
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, было отмечено, что разделение на подрои осуществляется согласно граничной линии, проходящей через каждый равно-оцененный контур в точке, где градиент смещает свое направление от одного максимума к другому. 
Легко заметить, что вышеупомянутое разбиение областей совмещается с перегородками Вороного для максимальных значений, когда их тангенсы угла наклона совпадают.

	6 Performance of GSO on benchmark multimodal functions
	6 Производительность GSO на тестовых многомодальных функциях

	The efficacy of GSO in capturing multiple peaks was shown through numerical simulations on a number of benchmark multimodal functions. A brief summary of the related results are presented here. 
A representative set of multimodal test functions that pose different cases of complexity – unequal peaks, equal peaks, peaks of concentric circles, peak-regions involving step-discontinuities and plateaus of equal heights – are considered.
	Эффективность GSO в контексте задачи фиксации множественных максимумов демонстрируется посредством числового моделирования на наборе эталонных тестовых многомодальных функций. В настоящем разделе представлено краткое описание результатов. 
Рассматривается репрезентативное множество тестовых многомодальных функций, представляющих различные классы комплексности: неравные максимумы, равные максимумы, максимумы концентрических окружностей, а также области максимальных значений, затрагивающие шаговую прерывистость и плоские участки равных вершин.

	Rastrigin’s function
	Функция Расстригина
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	The Rastrigin’s function was first proposed by Rastrigin (1989) as a two-dimensional function and has been generalised by Muhlenbein et al. (1991). 
This function presents a fairly difficult problem due to its large search space and its large number of local minima and maxima. 
For instance, while the Peaks function
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 consists of only three peaks, the Rastrigin’s 
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 function consists of as many as 100 peaks in the considered range [–5, 5]
[image: image199.wmf]´

[–5, 5]. 
The Rastrigin’s function has been used as a benchmark function to test several algorithms designed to solve global and multimodal function optimisation problems.
	Данная функция первоначально была предложена Расстригиным (1989) в качестве двуразмерной функции и далее была обобщена Мёхленбейном и др. (1991). 
Рассматриваемая функция представляет собой достаточно сложную задачу ввиду ее обширной области поиска, а также большого количества локальных минимумов и максимумов. 
На пример, тогда как Функция максимумов 
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 состоит лишь из трех вершин, функция Расстригина 
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)

y

x

J

,

3

 имеет 100 вершин в рассматриваемом диапазоне [–5, 5]
[image: image202.wmf]´

[–5, 5]. 
Данная функция широко использовалась в качестве эталонного теста для проверки алгоритмов, разработанных в целях решения задач оптимизации глобальных и многомодальных функций.

	A set of 1,500 agents is deployed in a search space of [–5, 5]
[image: image203.wmf]´

[–5, 5] that contains a total number of 100 peaks. 
From the graph of the final co-location of groups of glowworms at various peaks, it was observed that 92 peaks are captured in the dynamic decision domain case (
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) as against only eight peaks in the constant decision domain case (
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). 
This result serves as a representative example to support the fact that the use of a dynamic decision domain, instead of a constant one, significantly improves the ability of the algorithm to capture multiple peaks.
	Множество, состоящее из 1500 агентов, размещалось в области поиска [–5, 5]
[image: image206.wmf]´

[–5, 5], содержащей в общей сложности 100 максимальных значений. 
Исходя из графа конечного сосредоточения групп светлячков в различных максимумах, было отмечено, что 92 из них фиксировались в случае динамической области принятия решений, (
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), по сравнению лишь с восьмью максимумами при постоянной области решений (
[image: image208.wmf](
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). 
Полученный результат служит иллюстрацией подтверждающей тот факт, что использование динамической области принятия решений взамен постоянной, значительно увеличивает способность алгоритма по захвату множественных максимумов функции.

	Circles function
	Функция окружностей

	
[image: image209.wmf](

)

(

)

(

)

(

)

(

)

(

)

0

.

1

50

sin

,

1

.

0

2

2

2

25

.

0

2

2

4

+

+

+

=

y

x

y

x

y

x

J



	The circles function contains multiple concentric circles as the regions of local maxima. 
Unlike 
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 and 
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 functions where each peak is a single point, the circular lines of local peaks present a infinite-peaks case.
	Функция окружностей содержит множественные концентрические окружности, соответствующие областям локальных максимумов. 
В отличие от функций 
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, где каждый максимум является отдельной точкой, круговые линии локальных максимумов представляют собой особый случай бесконечных вершин.

	The initial placement consists of random deployment of 1,000 glowworms deployed in the search space [–10,10]
[image: image216.wmf]´

[–10,10]. 
The pattern of the emerging solution resembles the concentric-circle contours of local maxima. 
However, rather than spreading uniformly on the circles, the glowworms converge to distinct points on the circles. This mainly occurs as a result of the glowworms seeking to move towards relatively brighter neighbours even as the associated differences in luciferin levels may be very small. 
Some amount of spreading can be achieved by disabling (nullifying) the attraction between two glowworms whenever the difference in their luciferin values is less than a small threshold value.
	Начальное размещение представляет собой случайное распределение 1000 светлячков в пределах области поиска [–10,10]
[image: image217.wmf]´

[–10,10]. 
Форма возникающего решения со своей стороны имеет сходство с контурами концентрической окружности локальных максимумов. 
Однако, вместо того, чтобы равномерно рассеяться по окружностям, светлячки сходились к различным точкам в пределах данных окружностей. Так происходит главным образом ввиду того, что светлячки стремятся в направлении относительно более ярких соседей, даже если различия в показателях свечения являются незначительными. 
При этом некоторая степень рассеивания может быть достигнута путем запрета (сведения к нулю) возможности привлечения со стороны двух светлячков всякий раз, когда различие в их показателях свечения становится ниже небольшого порогового значения.

	Staircase function
	Ступенчатая функция
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	The staircase function contains a series of stairs. In (12), 
[image: image219.wmf]ë
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 is the floor function and is defined as the nearest integer lesser than x. Peaks are flat regions that are surrounded by step-discontinuities. 
The staircase function presents a case where the function value increases in discrete steps as we move, from one stair to the next, towards the tallest stair (global peak region). 
The 
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 function contains six regions at seven different heights within a search space of [–2, 2]
[image: image221.wmf]´

[–2, 2]. All the glowworms initially located in region [–2, –1]
[image: image222.wmf]´

[–2, –1] remain stationary as they are located in the flat region of global maxima. 
Note that glowworms in the interior locations (except the ones that are very close to and on the edges) of all other regions move towards and settle on the edges of the next higher peak-regions.
	Ступенчатая функция представляет собой последовательность шагов (или ступеней). В (12) 
[image: image223.wmf]ë
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 является функцией этажа и определяется в качестве ближайшего целого числа, меньшего чем x. Максимумы данной функции представляют собой плоские участки, ограниченные шаговой прерывистостью. 
Ступенчатая функция символизирует собой случай, когда значение функции увеличивается согласно минимальному перемещению от одной ступени к следующей, по направлению к вершине (области глобального максимума). 
Функционал 
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 содержит шесть областей на семи различных высотах в пределах области поиска [–2,2]
[image: image225.wmf]´

[–2,2]. Все светлячки, первоначально расположенные в области [–2,–1]
[image: image226.wmf]´

[–2,–1] оставались неподвижными, ввиду их нахождения внутри плоской области глобальных максимумов. 
Отметьте, что светлячки во внутренних локациях  всех других областей двигались по направлению и размещались на границах следующих, более высоких ступеней максимумов (за исключение тех, которые находились достаточно близко или на границах данных областей).

	Plateaus function
	Функция равнинных возвышенностей
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	The plateaus function contains multiple plateaus and is similar to Ackley’s plateau function described in [Singh et al. (2004)]. 
Even though, the Plateaus function is similar to the Staircase function in terms of the nature of peaks (both have flat regions as peaks), the plateaus in the 
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 function have equal objective function values, thereby providing no uphill direction.
	Функция равнинных возвышенностей содержит множественные плоские участки и является подобной функции Экли, описанной в работе [Singh et al. (2004)].
Даже притом, что функция равнинных возвышенностей подобна ступенчатой в аспекте природы максимумов (у обеих функций максимумами являются плоские области), высоты функционала 
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 имеют равные значения целевой функции и, следовательно, не предоставляют направления восхождения.

	A set of 1,000 glowworms are deployed in a search space of 
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. All the glowworms, except a very few that are located in the minima-regions of the function, settle on the plateau-regions, after the solution is reached. 
The test results on the plateaus function provide an interesting intuition regarding the working of the algorithm. For instance, we notice that glowworms located in the interior region of a plateau are always stationary. 
This could be attributed to their equal luciferin-levels. A large percent of the glowworms that climb the gradient-steps settle on the plateau-edges. 
However, a few glowworms, after climbing the plateaus, continue movement into the interior regions of the plateaus until their luciferin values reach a steady state and become equal to that of the glowworms located in the interior region.
	Множество, состоящее из 1000 светлячков, размещалось в области поиска 
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. Все светлячки, за исключением очень немногих, расположившихся в областях минимумов функции, занимали области равнинных высот после того, как решение было достигнуто. 
Тестовые результаты на функции равнинных возвышенностей предоставили интересную информацию, касающуюся работы алгоритма. Например, мы обратили внимание на то, что светлячки, расположенные во внутренней области равнинных возвышенностей всегда неподвижны. 
Данный факт может быть соотнесен с их равными показателями свечения. При этом большой процент светлячков идущих вверх по градиенту занимают края высот. 
Однако некоторые светлячки после восхождения на равнинные высоты продолжают движение во внутренние области до тех пор, пока их показатели свечения не достигнут устойчивого состояния и не станут равными аналогичным показателям светлячков, расположившихся во внутренних областях данных высот.

	In summary, the Rastrigin’s function and the circles function show the ability of GSO to simultaneously capture a very large number of peaks. 
By choosing complex functions such as the stair-case and multiple-plateau functions, it is shown that the algorithm can also handle discontinuities in the objective function. 
In [Krishnanand and Ghose (2008b)], GSO is tested on higher dimensional spaces with up to five dimensions. The test function used has a total number of 
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 peaks of equal function value (where m is the number of dimensions), in a search space whose range is 
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The results show that the number of glowworms needed to compute a given fraction of the total number of peaks does not increase exponentially. 
However, by increasing the dimension m by 1, the number of glowworms 
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 has to be multiplied by a value between 4 (
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) and 7 (
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), even though the number of peaks increases only by a factor of 3, implying that more glowworms are needed in higher dimensions, which is seemingly counter-intuitive. 
But, the number of glowworms required for a particular dimensionality depends on factors such as the sensor range affecting agent connectivity and the nature of the peaks (e.g., a peak located in the interior is relatively easier to compute than those that are located on the edges and corners of the search space). 
These effects are more prominent at lower dimensions and become less important as the dimensionality increases and the ratio 
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 tends to values closer to 3 at higher dimensions.
	В итоге, функция Расстригина и функция окружностей наглядно демонстрируют способности GSO по одновременному захвату достаточно большого количества максимумов. 
Посредством выбора сложных функций, таких как ступенчатая функция и функция множественных равнинных возвышенностей, продемонстрировано, что алгоритм, помимо прочего, способен обрабатывать разрывы в целевых функциях. 
В работе [Krishnanand and Ghose (2008b)] алгоритм GSO тестировался в контексте еще более высокоразмерных пространств, вплоть до пяти размерностей. Использованная тестовая функция имела в общей сложности 
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 максимумов равных значению функции (где m – количество размерностей) в пределах области поиска с диапазоном  
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Результаты свидетельствовали о том, что количество светлячков необходимых для вычисления конкретного фрагмента из общего количества максимумов не увеличивается в геометрической прогрессии. 
Тем не менее, увеличивая размерность m на 1, количество светлячков 
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 следует умножить на значение в промежутке между 4 (
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) и 7 (
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), даже притом, что число максимумов увеличивается лишь на 3 порядка; таким образом подразумевается, что в более высоких размерностях необходимо большее количество светлячков, что на вид парадоксально. 
При этом количество светлячков, требуемых для конкретной размерности, зависит от отдельных факторов, таких как диапазон датчика, влияющий на коммуникабельность агента, и от природы максимумов (например, максимум, расположенный во внутренней области, относительно проще вычислить, в сравнении с теми, которые располагаются на периферии или в углах области поиска). 
Влияния данных факторов наиболее заметны в низших размерностях, становясь менее существенными с их увеличением и склонением соотношения 
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 к значениям, близким к 3 в более высоких размерностях.

	7 Comparison Of GSO with PSO
	7 Сравнение GSO и PSO

	7.1 Comparison based on basic characteristics
	7.1 Базовые характеристики

	PSO is a population-based stochastic search algorithm. 
In PSO, a population of solutions 
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 is evolved, which is modelled by a swarm of particles that start from random positions in the objective function space and move through it searching for optima; the velocity 
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 of each particle i is dynamically adjusted according to the "best so far" positions visited by itself (
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) and the whole swarm (
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). 
The position and velocity updates of the ith particle are given by:
	PSO представляет собой популяционно-основанный стохастический алгоритм поиска. 
В данном алгоритме популяция решений 
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 подвергается эволюционной обработке, моделируемой посредством роя частиц, размещаемых на случайных позициях в пространстве целевой функции и перемещающихся по нему в поисках оптимумов. Скорость 
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 каждой частицы i динамически корректируется согласно "лучшим до настоящего времени" позициям,  пройденным данной частицей (
[image: image250.wmf]i
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) и всем роем (
[image: image251.wmf]g
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). 
Коррекция позиции и скорости i-ой частицы осуществляется посредством уравнений:
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	where 
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 and 
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 are positive constants, referred to as the "cognitive" and "social" parameters, respectively, 
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 and 
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 are random numbers that are uniformly distributed within the interval [0,1], 
[image: image258.wmf],...,

2

,

1

=

t

 indicates the iteration number. 
PSO uses a memory element in the velocity update mechanism of the particles. 
Differently, the notion of memory in GSO is incorporated into the incremental update of the luciferin values that reflect the cumulative goodness of the path followed by the glowworms.
	где 
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 и 
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 – положительные постоянные, именуемые "когнитивным" и "социальным" параметром соответственно, также 
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 и 
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 – случайные числа равнораспределенные на интервале [0,1], 
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 указывает на количество итераций. 
PSO в своем механизме изменения скорости частицы используется элемент памяти. 
Напротив, в алгоритме GSO концепт памяти встраивается в пошаговое обновление показателей свечения, что со своей стороны отражает совокупную полезность пути, пройденного светлячками.

	GSO shares a feature with PSO: in both algorithms a group of particles/agents are initially deployed in the objective function space and each agent selects and moves in, a direction based on respective position update formulae. 
While the directions of a particle movements in original PSO are adjusted according to its own and global best previous positions, movement directions are aligned along the line-of-sight between neighbours in GSO. 
In PSO, The net improvement in the objective function at the iteration t is stored in 
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. However, in the GSO algorithm, a glowworm with the highest luciferin value in a populated neighbourhood indicates its potential proximity to an optimum location.
	GSO и PSO обладают идентичной особенностью: в обоих алгоритмах группа частиц/агентов первоначально размещается в пространстве целевой функции и каждый агент определяет персональное направление и движется в соответствии с формулами корректировки позиции. 
Тогда как направления движений частицы в оригинальном алгоритме PSO корректируются согласно ее собственным, а также глобально-лучшим предыдущим позициям, в GSO направление движения выравнивается по линии прямой видимости между соседями. 
В алгоритме PSO развитие сети целевой функции на итерации t сохраняется в 
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. При этом, в алгоритме GSO, светлячок с наивысшим показателем свечения в "заселенной" окрестности указывает на ее потенциальную близость к местоположению оптимума.

	Figures 6(a)–6(c) illustrate the basic concepts behind PSO and GSO and bring out the differences between them. Figure 6(a) shows the trajectories of six agents, their current positions and the positions at which they encountered their personal best and the global best. 
Figure 6(b) shows the GSO decision for an agent which has four neighbours in its dynamic range of which two have higher luciferin value and thus only two probabilities are calculated. 
Figure 6(c) shows the PSO decision, which is a random combination between the current velocity of the agent, the vector to the personal best location and the vector to the global best location.
	Рисунки 6(a)-6(c) изображают базовые концепции алгоритмов PSO и GSO, и приводят различия между ними. Рисунок 6(a) иллюстрирует траектории шести агентов, их текущие позиции и позиции, в которых они имели персонально-лучшие и глобально-лучшие показатели. 
Рисунок 6(b) демонстрирует решение GSO для агента содержащего в своем динамическом диапазоне четырех соседей, двое из которых имеют более высокие показатели свечения, и таким образом лишь две исчисленные вероятности. 
Рисунок 6(c) демонстрирует решение PSO, являющееся случайной комбинацией текущей скорости агента, вектора указывающего на персонально-лучшее и вектора указывающего на глобально-лучшее положение.

	In PSO, the next velocity direction and magnitude is dependent on combination of the agent’s own current velocity and randomly weighted global best vector and personal best vector. 
While this is implementable in a purely computational platform, implementation of this algorithm in robotics platform or a platform containing realistic agents would demand large speed fluctuations, presence of memory of the personal best position of each agent and knowledge of the global best position which requires global communication with all other agents. 
In the local variant of PSO, 
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 is replaced by the best previous position encountered by particles in a local neighbourhood. 
In one of the local variants of PSO, the dynamic neighbourhood is achieved by evaluating the first k nearest neighbours. 
However, such a neighbourhood topology is also limited to computational models only and is not applicable in a realistic scenario where the neighbourhood size is defined by the limited sensor range of the mobile agents.
	В PSO, очередное направление вектора скорости и его абсолютная величина зависят от комбинации текущей скорости агента, случайно взвешенного глобально-лучшего вектора и персонально-лучшего вектора. 
В то время как данный подход легко реализуем на чистой вычислительной платформе, применение алгоритма в аспекте робототехники или на платформе, содержащей реалистичных агентов, потребует больших флуктуаций скорости, наличия памяти о персонально-лучшей позиции каждого агента, а также знания глобально-лучшей позиции, что со своей стороны требует наличия глобальной коммуникации со всеми агентами. 
В локальной версии алгоритма PSO 
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 заменяется лучшей предыдущей позицией, которую имела частицы внутри локальной окрестности. 
Также в одной из локальных версий PSO построение динамической окрестности достигалось путем оценки первых k ближайших соседей. 
Однако подобная топология окрестности также ограничена лишь вычислительными моделями и не применима в контексте реального сценария, где размер окрестности определяется ограниченным диапазоном датчика мобильных агентов.

	In GSO, the next direction of movement of an agent is determined by the position of the higher luciferin carrying neighbours within a dynamic decision range and the weights are determined by the actual values of the luciferin level. 
Thus, in GSO the implementation is much simpler as the algorithm demands communication only with a limited number of neighbours and therefore, does not require retaining personal best position information, nor does it require collecting data from all agents to determine the global best position.
	В алгоритме GSO последующее направление движения агента определяется позицией соседей с наивысшим показателем свечения в пределах динамического диапазона принятия решений рассматриваемого агента; при этом значения весов определяются фактическими показателями уровня свечения. 
Таким образом, реализация GSO намного более проста, поскольку алгоритму необходимо наличие коммуникации лишь с ограниченным числом соседей, вследствие чего не требуется сохранения информации о лучшей персональной позиции и сбора данных ото всех агентов в целях определения глобально-лучшей позиции.

	Conceptually, the fact that GSO does not use the global best position or the personal best position and the fact that it uses information only from a dynamic neighbour set helps it to detect local maxima, whereas PSO gets easily attracted to the global maxima.
	Концептуально, тот факт, что GSO не использует глобальные или персональные лучшие позиции, а также тот факт, что данный алгоритм использует лишь информацию, полученную от множества динамичных соседей, помогает ему обнаруживать локальные максимумы, в то время как алгоритм PSO легко вовлекается в максимумы глобальные.

	7.2 Experimental comparison between PSO and GSO
	7.2 Экспериментальное сравнение PSO и GSO

	In [Krishnanand and Ghose (2008b)], we have compared GSO with Niche-PSO, a PSO variant that can be used to obtain multiple optima of multimodal functions. 
We tested the Niche-PSO and GSO on the modified Himmelblau’s (
[image: image268.wmf]7
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), equal-peaks-B (
[image: image269.wmf]8
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) and the Rastrigin’s (
[image: image270.wmf]2
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) functions. 
A set of 30 trials was conducted for each test case. For comparison purpose, we used the following performance metrics:
	В работе [Krishnanand and Ghose (2008b)] мы сравнивали GSO с Niche-PSO, разновидностью PSO, используемой в целях фиксации множественных оптимумов многомодальных функций. 
Оценка эффективности алгоритмов Niche-PSO и GSO производилась посредством модифицированной функции Химмельблау (
[image: image271.wmf]7
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), B-функции с равными максимумами (
[image: image272.wmf]8
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) и функции Расстригига (
[image: image273.wmf]2
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). 
Для каждой тестовой функции проводилась серия из 30 экспериментов. В целях сравнения мы использовали следующие показатели производительности:

	· number of runs 
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 peaks are captured, for various values of n

· average number of peaks captured as a function of n
· mean distance travelled by an agent
· computation time

· total numbers of iterations for convergence.
	· количество инициализаций 
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, во время которых фиксируется по крайней мере 
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 максимумов, при различных значениях n
· среднее количество зафиксированных максимумов в качестве функции от n
· значимое расстояние, пройденное агентом

· время вычислений

· общее число итераций необходимых для конвергенции

	The modified Himmelblau’s function has four maxima of equal objective function value (200) at (3, 2), (–3.779, –3.283), (–2.805, 3.131) and (3.584, –1.848). 
For Niche-PSO, the performance improves as the number of agents increases until 
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 (when the number of runs for which all the four peaks are captured is maximum (
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)), after which its performance deteriorates. 
However, in the case of GSO, there is a steady improvement in performance with increase in the value of n (
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, which occurs at 
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). 
The above observation is also supported by the gradual increase in the average number of peaks captured with increase in n. 
A maximum average peak capture of 3.8
[image: image282.wmf]±

0:5 was observed in the case of GSO as against 2.8
[image: image283.wmf]±

1 in the case of Niche-PSO.
	Модифицированная функция Химмельблау имеет четыре максимума, равные значению целевой функции (200), в точках (3, 2), (–3.779, –3.283), (–2.805, 3.131) и (3.584, –1.848). 
Для алгоритма Niche-PSO производительность увеличивалась вместе с увеличением числа агентов вплоть до 
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 (когда количество инициализаций, в которых фиксируются всех четыре наивысшие точки – максимально (
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)), после чего производительность падала. 
Напротив, в случае GSO присутствовал устойчивый рост производительности с увеличением значения n (
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, при 
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). 
Данный результат также сопровождался постепенным увеличением среднего количества максимумов, фиксируемых с увеличением n. 
Максимальное среднее зафиксированных максимумов в случае GSO составило 3.8
[image: image288.wmf]±

0:5, в случае Niche-PSO соответственно 2.8
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1.

	The Equal-peaks-B function has 12 peaks, of equal function value, in the search space of [–5, 5]
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[–5, 5]. 
We get similar comparison results as in the experiments with Himmelblau’s function. 
In the case of Niche-PSO, the performance degrades drastically above 
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 where only one peak is captured most number of times with the exception of two peaks captures in a few instances. 
However, the performance steadily improves as n increases in the case of GSO (
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The maximum average number of peaks captured was approximately 12 in the case of GSO as against only 2 in the case of Niche-PSO.
	B-функция с равными максимумами имеет 12 вершин, равных значению функции, в пределах области поиска [–5, 5]
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[–5, 5]. 
Здесь мы получили аналогичные результаты сравнения алгоритмов, как и в экспериментах с функцией Химмельблау. 
В случае Niche-PSO производительность радикально ухудшалась выше значения 
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, когда подавляющее большинство раз фиксировался лишь один максимум, за исключением только двух максимумов в нескольких отдельных случаях. 
При этом в случае GSO, производительность алгоритма стабильно увеличивалась с увеличением n (
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Максимальное среднее зафиксированных максимумов приблизительно соответствовало 12 в случае GSO и лишь 2 в случае Niche-PSO.

	The Rastrigin’s function consists of 16 peaks, of unequal function values, in a search space of [–2,2]
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. The maximum average number of peaks captured was 16
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0.1 in the case of GSO as against only 2
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2 in the case of Niche-PSO.
	Функция Расстригина имеет 16 максимумов внутри области поиска [–2,2]
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[–2,2] неравных значению функции. 
Показатели 
[image: image310.wmf]28

16

=

R

 для GSO при 
[image: image311.wmf]500

=

n

, против 
[image: image312.wmf]1

16

=

R

 для Niche-PSO при 
[image: image313.wmf]300

=

n

. Максимальное среднее зафиксированных максимумов составило 16
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0.1 в случае GSO и лишь 2
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2 в случае Niche-PSO.

	A common observation in all the above experiments is the fact that Niche-PSO maintains disjoint sub-swarms at low values of n during its search for multiple peaks, but the performance in terms of number of peaks captured is not consistent over the number of trials. 
Moreover, as the number of agents increases, the algorithm loses the niching ability that leads to computation of a single peak at relatively large values of n. 
However, GSO shows stable performance over different trials and shows a steady improvement in performance with increase in values of n, in terms of the average number of peaks captured. 
It was observed that the average distance travelled by an agent is relatively very low in the case of GSO when compared to that of Niche-PSO, in all the cases. 
Even though GSO takes more time than Niche-PSO at higher values of n, GSO performs better than Niche-PSO in terms of the number of peaks captured.
	Общим наблюдением во всех выше обозначенных экспериментах явился тот факт, что Niche-PSO во время поиска множественных максимумов сохраняет несвязные подрои при низких значениях n, при этом производительность в терминах количества фиксируемых максимумов непостоянна на протяжении многих экспериментов. 
Более того, поскольку число агентов возрастает, алгоритм теряет способность конструировать экониши, что со своей стороны приводит к вычислению единственного максимума при относительно больших значениях n. 
В свою очередь алгоритм GSO продемонстрировал устойчивую производительность в различных экспериментах, а также стабильный рост производительности при увеличении значений n по показателям среднего количества зафиксированных максимумов. 
Во всех случаях было отмечено, что среднее расстояние, пройденное агентом алгоритма GSO, является много меньшим, в сравнении с аналогичным показателем алгоритма Niche-PSO. 
Даже притом, что GSO требуется больше времени, нежели Niche-PSO, при более высоких значениях n, GSO опережает Niche-PSO по количеству зафиксированных максимумов.

	8 Noise issues, theoretical foundations and other applications
	8 Проблемы шумов, теоретические основы и прикладное применение

	8.1 Influence by noisy sensor data
	8.1 Влияние зашумленного датчика

	The GSO algorithm was tested in the presence of sensor noise in [Krishnanand and Ghose (2008c)]. A Gaussian distribution was used to model the sensor noise. 
The GSO algorithm was compared with a gradient-ascent algorithm. The GSO algorithm showed good performance even with fairly high noise levels. 
There was a degradation of performance only with significant increase in levels of measurement noise. Whereas, gradient based algorithm degraded fast in the presence of noise.
	В работе [Krishnanand and Ghose (2008c)] алгоритм GSO был протестирован в присутствии зашумленного датчика. Для моделирования искажений датчика применялось Гауссово распределение. 
Алгоритм GSO был подвергнут сравнению с алгоритмом градиентного подъема. Метод демонстрировал приемлемую производительность даже при достаточно высоких уровнях шума. 
Потеря производительности наблюдалась лишь при существенном увеличении помех. В то время как градиентно-основанный алгоритм в присутствии шума быстро терял производительность.

	8.2 Theoretical foundations
	8.2 Теоретические основы

	Some theoretical analysis of GSO has been presented in [Krishnanand and Ghose (2008a)], where we provided local convergence results under certain restricted set of assumptions. 
In particular, we considered local convergence of agents to leaders that may represent agents closer to the peaks than other agents [refer to Krishnanand and Ghose (2008a) for a more precise definition of a leader]. Note that multiple peaks may give rise to multiple leaders. 
A leader does not move until another agent crosses the equi-valued contour that passes through the leader’s position or until another agent leapfrogs over the leader. 
We obtain the simplified model by making the following modifications to the actual GSO algorithm: Each agent i contains a constant luciferin value 
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; the local-decision domain range is kept constant and is made equal to the maximum sensing range 
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; the step-size s is modified such that an agent reaches the leader’s location in one step, whenever it is situated within a distance s to the leader.
	Некоторый теоретический анализ алгоритма GSO был ранее опубликован в работе [Krishnanand and Ghose (2008a)], где мы предоставили результаты локальной конвергенции с определенным набором допущений. 
В частности мы рассмотрели локальную сходимость агентов к лидерам, которые могут олицетворять собой агентов, ближайших к местоположениям максимумов [за более детальным описанием лидера обратитесь к (Krishnanand and Ghose (2008a))]. Отметьте, что множественные максимумы способны порождать многих лидеров. 
Лидер не двигается с места до тех пор, пока другой агент не пересечет равно-оцененный контур, проходящий по позиции лидера, либо пока другой агент не перескочит через лидера. 
Мы получили упрощенную модель, производя следующие модификации оригинального алгоритма GSO: каждый агент i имеет постоянный показатель свечения 
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; диапазон области принятия локальных решений сохраняется постоянным и делается равным максимальному диапазону обнаружения 
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; величина шага s изменяется таким образом, что агент достигает местоположения лидера за один шаг всякий раз, когда располагается в пределах расстояния s от лидера.

	A discussion is provided in Krishnanand and Ghose (2008a) justifying the fact that these modifications lead to a simplified model of the algorithm, making it amenable to analysis, while still reflecting most of the features of the original algorithm. 
We find a finite upper bound on the time taken by the agents to converge to an "isolated-leader" [refer to Theorem 3 in Krishnanand and Ghose (2008a)] and on the time taken by the agents to converge to one of the leaders with "non-isolated" and "non-overlapping" neighbourhoods [refer to Theorem 4 in Krishnanand and Ghose (2008a)]. 
Finally, we show that agents under the influence of multiple leaders with overlapping neighbourhoods asymptotically converge to one of the leaders [refer to Theorem 5 in Krishnanand and Ghose (2008a)]. 
In all the above analysis, we assumed that the agents have constant luciferin values. However, the luciferin values of glowworms in actual GSO vary with time and their position in the search space. 
Therefore, we relax the constant luciferin assumption to some extent by varying the luciferin values as a function of the agent’s position from a leader and show similar results [refer to Theorem 7 in Krishnanand and Ghose (2008a)].
	Результаты представленные в [Krishnanand and Ghose (2008a)] подтверждают тот факт, что данные модификации приводят к упрощенной модели алгоритма, делая его легко анализируемым, при сохранении большинства свойств оригинала. 
В упомянутой работе нами также были определены конечные лимиты времени, необходимые агентам для схождения к "изолированному лидеру" [Теорема 3 в (Krishnanand and Ghose (2008a))], а также времени затрачиваемого агентами для схождения к одному из лидеров с "неизолированными" и "не накладывающимися" окрестностями [Теорема 4 в (Krishnanand and Ghose (2008a))]. 
В заключение было продемонстрировано, что агенты, находящиеся под влиянием многих лидеров с накладывающимися окрестностями, асимптотически сходятся к одному из них [Теорема 5 в (Krishnanand and Ghose (2008a))]. 
В рамках всего исследования предполагалось, что агенты имеют постоянные показатели свечения. Тем не менее, данные показатели в оригинальном алгоритме GSO меняются в зависимости от времени и позиции светлячков внутри области поиска. 
Вследствие этого мы уменьшили величину константы свечения до определенной степени, путем изменения показателей свечения как функции положения агента от лидера, с представлением соответствующих результатов [Теорема 7 в (Krishnanand и Ghose (2008a))].

	8.3 Signal source localisation
	8.3 Локализация источника сигнала

	Embodied Simulations and real-robot-experiments were used in Krishnanand (2007) and Krishnanand and Ghose (2008c) to demonstrate the potential of GSO for signal source localisation applications. 
The problem involves the deployment of a group of mobile robots that use their sensory perception of signal-signatures at distances that are potentially far from a source and interaction with their neighbours as cues to guide their movements toward and eventually co-locate at, the signal-emitting source. 
The GSO, originally designed for solving optimisation problems, offers itself as one of the swarm robotics approaches to the above problem. 
Certain algorithmic aspects need modifications while implementing in a robotic network mainly because of the point-agent model of the basic GSO algorithm and the physical dimensions and dynamics of a real robot. 
Embodied robot simulations were carried out in order to assess GSO’s suitability for multiple source localisation tasks. Next, we extended this work to collective robotics experiments. 
For this purpose, we used a set of four wheeled robots, called Kinbots, that were originally built for experiments related to robot formations. 
By making necessary modifications to the Kinbot hardware, the robots are endowed with the capabilities required to implement the various behavioural primitives of GSO. 
We presented the results from an experiment where two Kinbots use GSO to localise a light source.
	В целях демонстрации потенциальных возможностей алгоритма GSO касающихся локализации источников сигнала в работе [Krishnanand (2007)], а также [Krishnanand and Ghose (2008c)] нами затрагивались Контекстные Моделирования и эксперименты с прикладными роботами. 
Основная задача включала в себя развертывание группы мобильных роботов, использующих сенсорное восприятие комплексных характеристик сигнала на расстояниях потенциально далеких от источника, а также обеспечение взаимодействия данных роботов с соседями, выступающими в качестве внешних ориентиров среды направляющих их движения, и, в конечном итоге, позволяющим роботам располагаться на позиции источника сигнала. 
Алгоритм GSO, изначально спроектированный в целях решения задач оптимизации, способен рекомендовать себя в качестве одного из возможных методов решения вышеупомянутой задачи. 
Для его применения в контексте роботизированной сети определенные аспекты алгоритма нуждались в модификации, главным образом ввиду модельного представления агента-точки базового алгоритма GSO, а также физических параметров и динамики роботов. 
Контекстные Моделирования с участием роботов проводились в целях оценки применимости GSO в задачах локализации множественных источников. Далее, мы расширили указанную проблематику, дополнив ее коллективными экспериментами со многими роботами. 
С этой целью, мы использовали группу из четырех колесных роботов, названных Kinbots, первоначально спроектированных для экспериментов, связанных с конфигурированием прикладных роботов. 
Путем проведения необходимых модификаций аппаратной части Kinbot’ов, роботы наделялись возможностями, требуемыми для осуществления различных поведенческих примитивов GSO. 
В упомянутой статье нами были представлены результаты эксперимента, где два Kinbot’а использовали алгоритм GSO в целях локализации источника освещения.

	8.4 Application to ubiquitous environments
	8.4 Повсеместные среды

	The basic GSO algorithm, which was applied to multimodal optimisation and signal source localisation problems, considers a homogeneous swarm of mobile agents. 
However, in (Krishnanand and Ghose) (in press), we developed a GSO variant for a heterogeneous swarm of mobile and stationary agents with applications to ubiquitous environments. 
In particular, we proposed a GSO based ubiquitous environment to address the problem of sensing hazards that manifest themselves in various forms such as nuclear leaks, healthrisk causing gas or inflammable gas leakages in factories, fires caused by electrical shortcircuits/sparks, etc. 
The ubiquitous environment constitutes deployment of a heterogeneous swarm of nano-agents into the region of interest. The heterogeneous swarm consists of two types of agents:
	Базовый алгоритм GSO, применяемый в контексте задач  многомодальной оптимизации и локализации источников сигнала, оперирует гомогенным роем мобильных агентов. 
Однако, в (Krishnanand and Ghose) (печатной версии), мы разработали вариант алгоритма для гетерогенного роя мобильных и стационарных агентов с возможностью применения внутри повсеместных вычислительных сред. 
В частности нами был предложен концепт повсеместной среды, основанный на GSO и предназначенный для решения задач распознавания рисков, выражающихся в различных формах, таких как утечки радиации, факторы риска, порождаемые утечками различных газов, в том числе горючих газов на предприятиях, пожаров, вызванных короткими замыканиями/искровыми разрядами и т.д. 
Повсеместная вычислительная среда предполагает развертывание гетерогенного роя нано-агентов внутри соответствующей области, представляющей интерес. Гетерогенный рой со своей стороны включает два типа агентов:

	· "stationary nano-agents" that are embedded into the environment and act only as fixed sensors at locations of their deployment

· "mobile nano-agents" that use the information cues received from stationary and/or mobile neighbours in order to find their way to the source locations of the hazard
	· "стационарные нано-агенты" внедряемые в среду и действующие лишь в качестве фиксированных датчиков в местах развертывания

· "мобильные нано-агенты" использующие информационные ориентиры приходящие от стационарных и/или мобильных соседей в целях определения пути к местоположениям источников опасности

	The agents deployed in the environment implement a modification to the original GSO algorithm. 
This modified algorithm is unlike the previous GSO implementations where homogeneous mobile agent swarms are considered. 
Extensive simulations in various experimental scenarios and comparison of results with that of homogeneous swarms demonstrate the significance of supplementing a mobile agent group with a large number of inexpensive stationary agents for hazard sensing applications. 
In a graph of minimum number of mobile agents required for 100% source-capture as a function of the number of stationary agents, we showed that deployment of the stationary agents in a grid-configuration leads to multiple phase-transitions in the heterogeneous swarm behaviour.
	Таким образом, агенты, размещенные внутри среды, реализуют модификацию оригинального алгоритма GSO. 
Данный измененный алгоритм является отличным от предыдущих версий GSO, в которых рассматривались гомогенные скопления мобильных агентов. 
Расширенные моделирования в различных экспериментальных сценариях, а также сравнение полученных результатов с результатами гомогенных скоплений демонстрируют статистическую значимость дополнения группы мобильных агентов большим количеством не затратных стационарных агентов. 
Исходя из графика минимального количества мобильных агентов необходимых для 100%-ого захвата источника, как функции от числа стационарных агентов, мы отмечаем, что размещение последних в сеточной конфигурации приводит ко множественным фазовым сдвигам в поведении гетерогенного роя.

	8.5 Pursuit of multiple mobile signal sources
	8.5 Преследование мобильных источников сигнала

	In Krishnanand and Ghose (2007), we investigated the behaviour of agents that implement the GSO algorithm when mobile sources are considered. 
In particular, we use GSO to develop a coordination scheme that enables a swarm of mobile pursuers, with hard-limited sensing ranges, to split into subgroups, exhibit simultaneous taxis toward and eventually pursue a group of mobile signal sources. 
Examples of such sources include hostile mobile targets in a battlefield and moving fire-fronts that are created in forest fires. 
We assume that the mobile source radiates a signal whose intensity peaks at the source location and decreases monotonically with distance from the source. 
For the case where the positions of the pursuers and the moving source are collinear, we presented a theoretical result that provides an upper bound on the relative speed of the mobile source below which the pursuers succeed in chasing the source. 
We used simulations to demonstrate the efficacy of the algorithm in addressing these pursuit problems. 
In particular, we presented simulation results for single and two source cases, respectively, where each source moves in a circular trajectory and at constant angular speed. 
In the case where the positions of the pursuers and the moving source are non-collinear, we used numerical experiments to determine an upper bound on the relative speed of the mobile source below which the pursuers succeed in chasing the source.
	В работе [Krishnanand and Ghose (2007)] нами было исследовано поведение агентов GSO в контексте присутствия мобильных источников сигнала. 
В частности мы использовали GSO в целях разработки схемы координирования, которая бы позволила рою мобильных преследователей с жестко ограниченными диапазонами обнаружения разделяться на подгруппы, демонстрирующие одновременное коллективное движение по направлению к группе мобильных источников сигнала. 
Примеры подобных источников могут включать подвижные цели неприятеля на поле боя, а также движущиеся фронты огня, возникающие при лесных пожарах. 
Мы предполагаем, что мобильный источник испускает сигнал, максимальные мощности которого находятся в пределах местоположения сигнала, и монотонно убывают по мере удаления от источника. 
В случае, когда позиции преследователей и движущегося источника коллинеарны, мы имели теоретический результат, обуславливающий граничный предел скорости мобильного источника, ниже значения которого, преследователи преуспевают в его достижении. 
В целях демонстрации эффективности алгоритма при решении подобных задач в упомянутой работе нами проводилось некоторое количество имитационных экспериментов. 
В частности были представлены результаты моделирования сценариев с одним и двумя источниками соответственно, в которых каждый из упомянутых источников перемещался по круговой траектории с постоянной угловой скоростью. 
В случае, когда позиции преследователей и движущегося источника являлись неколлинеарными, в целях определения граничного предела скорости источника нами проводились числовые эксперименты.

	9 Conclusions
	9 Заключение

	GSO is a new method that was recently developed for finding multiple optima of multimodal functions. 
We have here discussed all the major results available on GSO till date and presented a step-by-step development of the algorithm from its genesis to its current formulation. 
We have also provided the basic algorithmic differences between GSO and PSO and compared their performances in terms of capturing multiple peaks of several benchmark multimodal functions.
	GSO представляет собой новый метод, разработанный не так давно в целях обнаружения множественных оптимумов многомодальных функций. 
В настоящей статье мы рассмотрели все основные результаты, доступные для алгоритма на настоящий момент, а также представили схему поэтапного развития GSO от момента его возникновения до текущей версии. 
Кроме того, нами были отмечены основные различия между алгоритмами GSO и PSO, а также подвергнуты сравнению показатели их производительности в аспекте фиксации множественных максимумов нескольких тестовых многомодальных функций.
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